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Задача управления некоторыми системами усложняется за счет того, что динамика 
управляемой конструкции не может быть полностью описана математически. Исполь-
зование классических PID-регуляторов не дает возможности учесть особенности дина-
мики движения таких систем. Также в результате действия неучтенных внешних факто-
ров возникает проблема с обеспечением устойчивости такой системы. Применение 
нейросетевых регуляторов призвано решить эти проблемы, так как они способны учи-
тывать динамику системы в режиме реального времени. 
В рамках статьи рассматривается эффективность нейросетевого управления устойчи-
вым объектом. Изучается влияние характеристик нейросетевой модели на результатив-
ность ее работы. Для обучения нейронной сети в качестве эталонной модели был при-
нят регулятор, синтезированный с использованием полиномиального матричного раз-
ложения. 

Ключевые слова: система управления, нейросетевой регулятор, нейронная сеть, поли-
номиальное матричное разложение, синтез нейронной сети, машинное обучение 

ВВЕДЕНИЕ 

Использование нейросетевого подхода нашло применение в решении ши-
рокого класса задач таких, как управление [1], классификация [2–5], кластери-
зация [2–4, 6], распознавание изображений [7], речи [8, 9] и других [10]. 

Как видно из вышеперечисленных источников, использование нейросете-
вого подхода актуально в настоящее время, однако некоторые вопросы недо-
статочно раскрыты, и из-за этого возникает ряд проблем, среди которых мож-
но выделить следующие: отсутствие однозначных рекомендаций по выбору 
структуры нейронной сети [2–5], выбор начальных условий [4], недообучение 
и переобучение моделей [3, 4] и другие. 

                                                           
* Статья получена 18 июля 2019 г. 



В.И. Шипагин 54

В настоящей статье изучается возможность управления устойчивым объ-
ектом с помощью нейросетевого регулятора. Рассматривается воздействие 
различных тренировочных выборок на обучаемость нейросетевой модели и 
впоследствии – эффективность ее управления.  

Моделирование системы осуществляется в программном средстве 
Matlab2013b, модуль Simulink. 

1. СИНТЕЗ РЕГУЛЯТОРОВ В НЕПРЕРЫВНОМ И ДИСКРЕТНОМ 
ВИДЕ И ФОРМИРОВАНИЕ ОБУЧАЮЩЕЙ ВЫБОРКИ 

Для демонстрации работы нейросетевого регулятора был выбран простой 
объект: 

 2( ) 1/ ( 2 10).ow s s s    (1) 

Выполняем синтез непрерывного регулятора с использованием полино-
миального матричного разложения [11–13]. Возьмем регулятор следующего 
вида: 
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Для того чтобы найти параметры 2 1 0 2 1 0,  ,  ,  ,  ,  ,x x x y y y  найдем характе-

ристический полином замкнутой системы (ХПЗС): 
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После раскрытия скобок и объединения параметров по s получаем урав-
нения вида 
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Пусть полюса системы все равны –2:  

 4 4 3 2( ) ( 2) 8 24 32 16.c s s s s s s        (4) 



Нейросетевая реализация регулятора для устойчивого объекта 55

Получаем систему уравнений, из которой находим параметры: 2 1 0,  ,  ,x x x  

2 1 0,,  . y y y  Для нахождения шести неизвестных по пяти уравнениям допуска-

ем, что 0 0,y   тогда 2 1 0 2 12,  28,  16,  1,  6.x x x y y        

В результате получим регулятор, обеспечивающий устойчивость системы 
управления: 
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С помощью команды c2d([2 –28 16],[ 1 6 0], 0.1) уравнение регулятора 
преобразуется к дискретному виду с достаточно малым шагом дискретиза-
ции 0,1 с: 
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Модель системы с непрерывным и дискретным регуляторами реализована 
в модуле Simulink (рис. 1). 

 

 
Рис. 1. Модель системы с непрерывным и дискретным регуляторами 

Для обучения нейронной сети в качестве эталонной модели был принят 
дискретный регулятор. Сгенерируем обучающую выборку, состоящую из 
входных (E) и целевых (U) данных дискретного регулятора с шагом дискрети-
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зации 0,1 секунды (рис. 1). Данные из Simulink передаются в рабочее про-
странство Matlab с помощью модулей simout и simout1.  

При воздействии на систему единичным ступенчатым воздействием 
наблюдаем переходные процессы длительностью 10 секунд, показанные на 
рис. 2. 

 

 
Рис. 2. Переходные процессы с дискретным и непрерывным регуляторами 

Таким образом, при шаге дискретизации 0,1 секунды и длительности пе-
реходного процесса 10 секунд получаем величину обучающей выборки в 101 
пару E-U для одного переходного процесса.  

Однако одного ступенчатого воздействия для обучений нейросетевого ре-
гулятора недостаточно. Подадим на вход нашей системы 40 ступенчатых сиг-
налов с интервалом в 10 секунд. Выбор значений ступенчатых сигналов осу-
ществляется случайным образом, по нормальному закону распределения (ма-
тематическое ожидание µ = 0, среднеквадратичное отклонение σ = 0,5). Дан-
ные записывались для временно́го промежутка в 400 секунд (достаточного 
для завершения 40 различных переходных процессов). Таким образом, полу-
чаем два вектора с размерностью 4001×1, записанных в рабочее пространство 
Matlab.  

Выборка разделена на три группы: тренировочная (70 %), проверочная 
(15 %), тестовая (15 %). Таким образом, для каждого входного вектора E су-
ществует парный ему целевой вектор U, задающий требуемый выход. 
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2. СИНТЕЗ НЕЙРОСЕТЕВОГО РЕГУЛЯТОРА 

Синтез модели нейросетевого регулятора реализован инструментом 
Neural Network Fitting Tool, входящим в пакет Matlab. 

В качестве архитектуры нейронной сети выбрана следующая: десять 
нейронов в скрытом слое с функцией активации (гиперболический тангенс) и 
одним нейроном в выходном слое с линейной функцией активации. 

 

 
Рис. 3. Структура регулятора на нейронах  

При обучении в качестве входных параметров используются данные, взя-
тые из обучающей выборки. На вход нейронной сети подаем входные пара-
метры E дискретного регулятора. В скрытом слое он умножается на вектор 
весов 1,IW  имеющий размерность 1×10. Затем этот вектор суммируется с 

вектором отклонений 1,b  также имеющим размерность 1×10. Результирую-

щий вектор «пропускается» через гиперболическую тангенциальную функ-
цию активации tansig. В результате получаем выходной вектор скрытого 
слоя a. На этом работа скрытого слоя нейронной сети завершена. Данные пе-
редаются на выходной слой. 

В выходном слое вектор a с размерностью 1×10 перемножается с векто-
ром весов 1LW  c размерностью 10×1. В результате получается скаляр, кото-

рый затем суммируется с отклонением 2.b  Этот скаляр пропускается через 

линейную функцию активации purelin. Результатом работы нейронной сети 
будет являться скаляр Y. 

Для настройки весов нейронной сети применяется алгоритм обратного 
распространения ошибки. Этот алгоритм рассчитывает возникающую в вы-

a = tansig(IW1E+b1)



В.И. Шипагин 58

ходном слое ошибку (разницу между выходом из нейронной сети Y и выходом 
из дискретного регулятора U) и вычисляет вектор градиента как функцию 
весов и смещений [14].  

В качестве настраиваемых параметров выступают: веса скрытого слоя 

1 ),(10IW  отклонения скрытого слоя 1 ,(10)b  веса выходного слоя 1 ),(10LW  

отклонение выходного слоя 2 ( )1b  – итого 31 настраиваемый параметр. 

Процесс обучения занял 127 эпох (весь набор данных прошел через 
нейронную сеть в прямом и обратном направлении 127 раз [15]). 

Для проверки работы нейросетевого регулятора подадим на вход системы 
единичное ступенчатое воздействие. 

 

 
Рис. 4. Переходные процессы дискретного и нейросетевого регуляторов 

Изменим характеристики обучающей выборки, увеличив длину ступенча-
того воздействия с 10 до 20 секунд. Таким образом, при 40 ступенчатых воз-
действиях величина обучающей выборки увеличится до 8001 экземпляра.  

После обучения нейросетевая модель быстрее дискретного регулятора 
выводит нашу систему в статический режим (5 секунд против 10 секунд).  
Это может быть связано с обучающей выборкой. Большая часть данных пред-
ставлена статическим режимом системы. При длине ступенчатого воздей-
ствия 20 секунд – данных, соответствующих статическому режиму или в 
непосредственной близости от него, будет около 77,5 %.  

Для оптимизации структуры регулятора найдем его статическую характе-
ристику. Из рис. 6 видно, что статическая характеристика нейросетевого ре-
гулятора достаточно хорошо аппроксимируется прямой линией  y = ax + b.  
То есть для реализации регулятора достаточно одного нейрона.  
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Рис. 5. Переходные процессы дискретного и нейросетевого регуляторов  

(ступенчатое воздействие – 20 секунд) 

 

 
Рис. 6. Статическая характеристика нейронного регулятора и ее аппроксимация,  

соответствующая единичному воздействию 

Для единичного ступенчатого воздействия параметры аппроксимирующе-
го нейрона следующие: a = –8, b = 10. Структурная схема нашей системы 
представлена на рис. 7. 
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Рис. 7. Структурная схема с нейронным регулятором на одном нейроне 

Под каждое задающее воздействие параметры a и b будут свои. Нейросе-
тевая модель регулятора «плохо реагирует» на воздействия, отличные от еди-
ничного. Чем дальше задающее воздействие от единичного, тем с большей 
ошибкой регулятор выводит систему в статический режим.  

ЗАКЛЮЧЕНИЕ 

В ходе выполнения работы было выяснено следующее: 
– выбранной структуры нейронной сети без задержек и величины обуча-

ющей выборки достаточно для эмуляции работы выбранного дискретного 
регулятора для единичного задающего воздействия; 

– время переходного процесса у системы с нейронным регулятором суще-
ственно меньше по сравнению с эталонной моделью в случае, когда в обуча-
ющей выборке преобладают данные о поведении регулятора в статическом 
режиме объекта;  

– в обучающей выборке данными о поведении регулятора при динамиче-
ском изменения объекта нельзя пренебрегать. В противном случае регулятор 
не будет выводить систему в требуемый статический режим; 

– нейросетевая модель регулятора плохо реагирует на воздействия, от-
личные от единичного. Чем дальше задающее воздействие от единичного, тем 
с большей ошибкой регулятор выводит систему в статический режим.  
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The task of controlling some systems is complicated by the fact that the dynamics of the con-
trolled structure cannot be fully described mathematically. Using classic PID controllers does 
not allow you to take into account the dynamics of movement of such systems. Also, as a re-
sult of unrecorded external factors, there is a problem with ensuring the stability of such a sys-
tem. The use of neural network controllers is intended to solve these problems, since they are 
able to take into account the dynamics of the system in real time. 
This article examines the effectiveness of neural network management of a stable object. The 
influence of the characteristics of the neural network model on the effectiveness of its work is 
studied. To train a neural network, a regulator synthesized using polynomial matrix decompo-
sition was adopted as a reference model. 

Keywords: control system, neural network controller, neural network, polynomial matrix de-
composition, neural network synthesis, machine learning 
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